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Índice general
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6. Apéndices 49
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Caṕıtulo 1

Introducción

1.1. Antecedentes

Este trabajo pertenece al área del análisis estad́ıstico secuencial, en part́ıcular al diseño

de pruebas de hipótesis secuenciales.

El análisis estad́ıstico secuencial comienza con los trabajos de Abraham Wald ([10], [12],

[13]). La técnica de este método estad́ıstico, es permitir para cualquier procedimiento es-

tad́ıstico, un muestreo secuencial; es decir, formar una muestra tomando observaciones

una a una, comenzando desde una sola observación ó en grupos. El total de observaciones

se determina durante el muestreo mismo, dependiendo este de las condiciones en las que

se generan los datos del muestreo.

El resultado más conocido del análisis secuencial es la prueba llamada Prueba Secuencial

de Razón de Probabilidades (sequential probability ratio test, SPRT). Su procedimiento

es óptimo con respecto al número promedio de observaciones (tanto bajo la hipótesis nula

como bajo la hipótesis alternativa), comparando con todas las pruebas secuenciales que

tengan probabilidades de error menores ó iguales a las de SPRT, en caso de hipótesis sim-

ples y observaciones independientes e identicamente distribuidas (i.i.d.) [12]. La ventaja de

9



10 CAPÍTULO 1. INTRODUCCIÓN

la SPRT, es que en promedio, para lograr una calidad de inferencia dada (probabilidades

de error del tipo I y II), se necesitan (en promedio) únicamente de una tercera a cuarta

parte del número de observaciones que requieren los métodos estad́ısticos tradicionales

(basados en una sola muestra).

A pesar de esto, la aceptación de los métodos secuenciales por los estad́ısticos opera-

cionales no ha recibido muy buena acojida. Según N. Schmitz [7], una de las razones que

provocan esta situación es la estructura de los costos que tiene la implementación de los

procedimientos teóricos en la práctica. Por ejemplo: realizar un experimento con 10 ob-

servaciones normalmente va a costar menos, que 10 experimentos con una observación en

cada uno. Sin embargo el esquema de Wald en donde se encontró el procedimiento óptimo,

supone que usa el costo proporcional al número de observaciones. Si el costo tiene otra

estructura más compleja, como en ( [1], [6]).

Otra razón es que, aúnque el promedio de observaciones que usa la SPRT, es mı́nimo, este

número teóricamente no queda acotado (ver prefacio [6]), y sólo se resuelve la cuestión del

número de observaciones a la hora de realizar el experimento. En esta dirección a unos

cuantos años de los resultados de Wald, comenzarón intentos de “truncar” la prueba de

Wald, con el objetivo de desarrollar un experimento con un máximo de observaciones que

no sea mayor que un número dado (ver, por ejemplo, [9]).

Las pruebas secuencialmente planeadas de [1] y [6] estaban dirigidas a resolver el primero

de los dos problemas descritos antes. El trabajo [1] y algunos otros relacionados tratan el

caso de dos hipótesis simples con observaciones i.i.d.. En [6] se desarrolla una teoŕıa de

procedimientos secuencialmente planeados y haciendo uso de ella se tratan los problemas

de pruebas de hipótesis para el caso de observaciones i.i.d., en un marco un poco más

general que en [1], dejando abierta la opcion de tratar los casos de observaciones con una

estructura más general que la del caso i.i.d.. Sin embargo, los trabajos de [1] y [6] además

de otros art́ıculos relacionados no tratan el segundo de los problemas descritos antes, es

decir, acotar el número máximo de observaciones en el experimento; esto se debe a que el

tamaño de la muestra de cada etapa vaŕıan en función de las observaciones anteriores, y

además el número de etapas por realizar tampoco queda acotado.

En el trabajo [3], se propone un análisis secuencial, basado en tan solo dos etapas en el
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cuál se tenga un control sobre el número total de observaciones del experimento.

En esta tesis desarrollaremos estas mismas ideas, usando pruebas de dos etapas, con

cada etapa teniendo una duración fija y definida antes de iniciar el experimento. En este

enfoque, la duración de las etapas se considera como parámetros adicionales (variables)

del procedimiento, permitiendo esto una optimización adicional, con tal de minimizar el

número promedio muestral (ó de manera más general el costo) del experimento completo

(de dos etapas). Estas pruebas bietápicas se mencionan, para fines ilustrativos, en [2], sin

darle más desarrollo a los mismos. Una ventaja de los diseños que se proponen en [3], es que

ellos encuentran una aplicación más directa a procesos estocásticos mucho más generales,

que el caso i.i.d., permitiendo incluso la entrada a procesos con tiempo continuo [3]. Los

resultados numéricos obtenidos en [3] muestran que las pruebas bietapicas proporcionan

desempeõ muy satisfactorio, pudiendo competir aún con procedimientos óptimos en caso

i.i.d..

Para procesos que poseen cierta dependencia entre observaciones, la estructura de los

procedimientos óptimos se complica considerablemente (ver, por ejemplo, [5]; el caso de

observaciones que forman un proceso Markoviano fue visto en [8]), dando la idea de que en

estos casos no se podra encontrar expĺıcitamente las pruebas óptimas, como la SPRT en el

caso de observaciones i.i.d.. Mientras los diseños de dos etapas ó bietapicos dejan abiertas

mucho más posibilidades para la construcción de las pruebas óptimas: algunos ejemplos

están dados en [3] y [4].En esta tesis desarrollaremos los métodos para construcción de

pruebas óptimas bietapicas cuando los procesos observados son procesos estocásticos de

Markov.

1.2. Conceptos Básicos y Planteamiento del Proble-

ma

Suponga que estamos interesados en estudiar alguna información de una cierta población,

donde dicha información se concentra en su función de distribución, la cuál depende de
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un cierto parámetro θ y en part́ıcular de las dos hipotesis simples:

H0 : θ = θ0 vs H1 : θ = θ1.

Para este fin diseñamos un experimento estad́ıstico secuencial de máximo dos etapas con

duraciones fijas; la primera etapa consistirá de la toma de una muestra de tamaño n1,

la cuál estará determinada por los valores de las variables aleatorias X1, X2, · · · , Xn1 , las

cuales estan definidas en un espacio medible X con sigma álgebra σ y medida µ. Definimos

al vector aleatorio X(n1) en la forma:

X(n1) = (X1, · · · , Xn1),

Para decidir sobre la necesidad de una segunda etapa y por lo tanto la toma de una

segunda muestra ahora de tamaño n2 en el experimento, se hace uso de una regla de

continuación χn1

(
x(n1)

)
: X n → {0, 1}, la cual se considera medible con la sigma álgebra

y medida producto correspondiente, en este caso el valor cero corresponde a terminar el

experimento en la primera etapa y el valor de uno equivale a pasar a una segunda etapa,

en cuyo caso denotaremos a los valores acumulados durante la primera y segunda etapa

de las variables aleatorias X1, X2, · · · , Xn1 , Xn1+1, · · · , Xn1+n2 por:

x(n1+n2) = (x1, · · · , xn1 , xn1+1, · · · , xn1+n2),

Cabe mencionar que denotaremos a la función de densidad de probabilidad del vector

X(n1+n2) por f
(n1,n2)
θ (x(n1), x(n2)) = f

(n1,n2)
θ (x(n1+n2)), la cuál se considerará una función

medible con respecto a la sigma álgebra producto de X n1+n2 , tambien denotaremos por

f
(n1)
θ (x(n1)) y f

(n2)
θ (x(n2)) a las funciones de densidad de probabilidad de X(n1) y X(n2), las

cuales se supondrán medibles con respecto a las sigma algebras producto corrspondientes.

Por otra parte, con el objetivo de usar las muestras obtenidas en el experimento en la toma

de desición de las hipótesis H0 o H1, hacemos uso de dos funciones de decisión terminal,

ϕn1

(
x(n1)

)
en caso de que el experimento conste de una sola etapa y ϕ(n1,n2)

(
x(n1+n2)

)
para el caso en que sean necesarias dos etapas, las cuales toman valores en {0, 1} y donde

los valores de uno o cero corresponden a rechazar o aceptar la hipótesis H0.

De esta forma, podemos definir una prueba bietápica para el experimento correspondiente

como una terna de funciones:(
ϕn1

(
x(n1)

)
, ϕ(n1,n2)

(
x(n1+n2)

)
, χn1

(
x(n1)

))
,
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tomando valores en {0, 1} y en donde además todas las funciones se suponen funciones

medibles de sus correspondientes argumentos. En part́ıcular denotaremos a las funciones

de decisión en la forma:

ϕ =
(
ϕn1

(
x(n1)

)
, ϕ(n1,n2)

(
x(n1+n2)

))

Una vez definido lo que entendemos por una prueba bietápica, pasemos a describir los

criterios que utilizaremos para diseñar pruebas bietápicas óptimas. Comencemos por recor-

dar que para una prueba de hipótesis se tienen dos tipos de errores, los cuales son el error

de tipo I que consiste en rechazar la hipótesis H0 cuando ésta es verdadera y el error de

tipo II que equivale a aceptar la hipótesis H0 cuando esta es falsa. Resulta claro que estos

errores dependen de la prueba bietápica que se este usando, por lo cual denotaremos a

los errores del tipo I y II por α(ϕ, χ) y β(ϕ, χ) respectivamente. Desde esta persepectiva

se tiene el primer problema de encontar una prueba que minimize a los errores del tipo I

y II.

Po otra lado, cuando consideramos el análisis del desempeño de la prueba, se sabe de

antemano que viene a costa del número de observaciones; por lo que resulta claro que

será necesario considerar el costo para llevarlas a cabo. De esta forma sean c(n1) el costo

de las observaciones de la primera etapa, y c(n1) + c(n2) el costo sumario de las obser-

vaciones de la primera y segunda etapa. Definamos el Costo Promedio de Experimentos

con dos etapas dadas C(θ;χ), de la siguiente manera:

C(θ;χ) = c(n1)Eθ(1− χn1) + (c(n1) + c(n2))Eθ(χn1).

En donde podemos interpretar a Eθ(1−χn1) como la probabilidad de parar en la primera

etapa y al término Eθ(χn1) como la probabilidad de continuar a una segunda etapa. De esta

forma se tiene un segundo problema de minimizar la Costo Promedio de Experimentos

con las dos etapas dadas, sujeta a las condiciones α(ϕ, χ) ≤ α y β(ϕ, χ) ≤ β; donde

0 ≤ α, β ≤ 1 son algunos valores fijos, los cuales representan niveles de probabilidad que

se consideran tolerables en cuanto al riesgo.

En resumen, optimizar recursos, minimizar costos y maximizar beneficios son cuestiones

que siempre están presentes en el desarrollo de nuevas tecnoloǵıas. Se llaman problemas de
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optimización aquellos en los que se busca determinar una solución óptima. La clasificación

de los problemas de optimización puede ser muy amplia aunque nos limitaremos al caso en

que la función a optimizar, llamada función objetivo sea lo suficientemente regular para

usar el cálculo diferencial. En nuestro caso, se da un conjunto Ω y se desae determinar

los puntos de Ω en los que la función objetivo alcanza su valor máximo o mı́nimo. Por

lo general Ω está definido por un conjunto de restricciones expresadas en la forma de

ecuaciones o de desigualdades. Cuando tanto la función objetivo como las restricciones

son no lineales y éstas son ecuaciones se puede aplicar el Método de Multiplicadores de

Lagrange.

De esta forma, minimizar el Costo Promedio de Experimentos con dos etapas dadas, sujeta

a las condiciones α(ϕ, χ) ≤ α y β(ϕ, χ) ≤ β, resulta equivalente a minimizar la función:

C(θ;χ) + λ0α(ϕ, χ) + λ1β(ϕ, χ),

siendo λ0, λ1 ≥ 0 constantes cualesquiera que toman el papel de los multiplicadores de

Lagrange.

Cabe mencionar que en principio nos interesa minimizar el Costo Promedio de Experi-

mentos con dos etapas dadas ya sea bajo la hipótesis nula (θ = θ0), o bajo la hipótesis

alternativa (θ = θ1), o de ser posible las dos a la vez. Sin embargo existe el planteamiento

de optimización en pruebas que no esta relacionado con restricciones sobre probabilidades

de errores, esto es, el caso cuando existen las probabilidades apriori de la hipótesis nula y

de la hipótesis alternativa, el cuál se conoce como el enfoque Bayesiano. Denotemos por π0

y π1 = 1−π0 las probabilidades apriori de la hipótesis nula y alternativa, respectivamente.

Como anteriormente se mencionó, se puede minimizar el Costo Promedio ya sea bajo la

hipótesis nula o bajo la hipótesis alternativa, pero si suponemos el conocimiento apriori

de las probabilidades de las hipótesis, proponemos ponderar ambos criterios, lo cuál se

convertirá en minimizar a la función:

c0π0C(θ0;χ) + π1c1C(θ1;χ) + λ0π0α(ϕ, χ) + λ1π1β(ϕ, χ),

donde c0, c1, λ0, λ1 ≥ 0 son algunas constantes. A esta última expresión se le conoce

precisamente como el riesgo Bayesiano.

Una posible interpretación del riesgo Bayesiano se puede alcanzar mediante la llamada
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función potencia, que se define como la probabilidad de rechazar la hipótesis H0 dado

algún valor de θ, es decir:

P (θ;ϕ, χ) = Eθ
[
ϕn1(1− χn1) + ϕ(n1,n2)χn1

]
,

con esta función potencia, las probabilidades de los errores de tipo I y II vienen dadas por

α(ϕ, χ) = P (θ0;ϕ, χ) y β(ϕ, χ) = 1−P (θ1;ϕ, χ). De esta forma, si en part́ıcular tomamos

a λ0, λ1 = 1 obtenemos la que llamaremos pérdida total promedio o riesgo Bayesiano

como:

R(ϕ, χ) = π0P (θ0;ϕ, χ) + π1(1− P (θ1;ϕ, χ)) + π0c0C(θ0;χ) + π1c1C(θ1;χ),

donde π0 y π1 son las probabilidades apriori de que ocurran H0 o H1 respectivamente, c0

y c1 son constantes de ponderación; note que en part́ıcular π0 + π1 = 1.

Un primer objetivo de este trabajo es investigar la estructura de pruebas bietápicas que

minimizan el riesgo R(ϕ, χ)(pruebas bietápicas bayesianas). Esto nos va ayudar en prob-

lemas de minimización del costo bajo restricciones

α(ϕ, χ) ≤ α, β(ϕ, χ) ≤ β,

(de tipo Wald [12]), donde α y β son algunas constantes predeterminadas. Además se

obtendrá la estructura y resultados numéricos para pruebas bietápicas óptimas para pro-

cesos que presentan una dependencia del tipo Markoviano.

La estructura de los resultados obtenidos en esta tesis serán los siguientes:

En el caṕıtulo dos se describe la estructura de pruebas bietápicas óptimas para pro-

cesos a tiempo discreto en general.

En el caṕıtulo tres se obtiene la estructura de pruebas bietápicas óptimas para pro-

cesos que presentan dependecia del tipo Markoviano.

En el caṕıtulo cuatro se obtienen resultados numéricos que permiten comparar la efi-

ciencia de las pruebas bietápicas óptimas para procesos Markovianos con las pruebas

de una sola etapa (Neyman-Pearson) y con la prueba secuencial de Wald.
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En los apéndices se muestran gráficas de los resultados del caṕıtulo cuatro asi como

el programa que se desarrolló en Pascal para poder llevar a cabo los cálculos.



Caṕıtulo 2

Pruebas bietápicas óptimas

2.1. Estructura de pruebas bietápicas Bayesianas

En este caṕıtulo pretendemos encontrar la estructura de las pruebas bietápicas para pro-

cesos en general que optimizan el riesgo Bayesiano con parámetros n1 y n2 fijos.

Antes de encontrar las condiciones para una ”prueba óptima”, veamos algunos resultados

técnicos.

Sea X un cierto espacio con medida µ. Considere una función medible g : X → R, (k ∈ N)

definimos su parte negativa como:

g−(z) =

{
g(z) si g(z) < 0;

0 en caso contrario

Lema 2.1. Sea una función medible g : X → R y sea el conjunto de funciones medibles

A = {ϕ : X → [0, 1]}; entonces se cumple que:

mı́n

{∫
ϕ(z)g(z)dµ(z)|ϕ ∈ A

}
=

∫
g−(z)dµ(z)

y el minimo lo alcanza en la función:

ϕ(z) = 1G−(z) :=

{
1 si z ∈ G−

0 en caso contrario
,

donde G− = {z ∈ X |g(z) < 0}.

17
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Demostración. Notemos que podemos reescribir a la función g−(z) en la forma g−(z) =

g(z)1G−(z), entonces:∫
ϕ(z)g(z)dµ(z)−

∫
g−(z)dµ(z) =

∫
ϕ(z)g(z)dµ(z)−

∫
g(z)1G−(z)dµ(z)∫

ϕ(z)g(z)dµ(z)−
∫
g−(z)dµ(z) =

∫
g(z) [ϕ(z)− 1G−(z)] dµ(z)

Notemos ahora los siguientes casos:

Si g(z) < 0, como 0 ≤ ϕ(z) ≤ 1 entonces ϕ(z) − 1 ≤ 0 de lo cual se sigue que

g(z) [ϕ(z)− 1G−(z)] = g(z) [ϕ(z)− 1] ≥ 0.

Si g(z) > 0, entonces g(z) [ϕ(z)− 1G−(z)] = g(z) [ϕ(z)− 0] ≥ 0

De lo anterior podemos concluir que g(z) [ϕ(z)− 1G−(z)] ≥ 0 para todo z ∈ Rk. Se sigue

que para cualquier ϕ ∈ A:∫
g(z) [ϕ(z)− 1G−(z)] dµ(z) ≥ 0∫
ϕ(z)g(z)dµ(z)−

∫
g(z)1G−(z)dµ(z) ≥ 0∫

ϕ(z)g(z)dµ(z)−
∫
g−(z)dµ(z) ≥ 0

Esto ultimo muestra que
∫
g−(z)dµ(z) ≤

∫
ϕ(z)g(z)dµ(z), lo cual significa que

∫
g−(z)dµ(z)

es una cota inferior del conjunto
{∫

ϕ(z)g(z)dµ(z)|ϕ ∈ A
}

. Notemos que en part́ıcular si

tomamos ϕ(z) = 1{z|g(z)<0} ∈ A entonces:∫
g(z)1{z|g(z)<0}(z)dz =

∫
g−(z)dz,

es decir para la función ϕ(z) = 1{z|g(z)<0}(z) se alcanza la cota inferior obtenida anterior-

mente, concluyendo que el minimo se alcanza precisamente en esta función. 2

Teorema 2.2. El mı́nimo del Riesgo Bayesiano R(ϕ, χ) es igual a:

π1+c(n1)(π0c0+π1c1)+
∫ [

l−n1
+
(∫

l−n1,n2
dµn2 − l−n1

+ π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

)−]
dµn1 ,
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donde ln1 = π0f
(n1)
θ0
− π1f

(n1)
θ1

, l(n1,n2) = π0f
(n1,n2)
θ0

− π1f
(n1,n2)
θ1

; además el minimo es

alcanzado con la prueba
(
ϕn1 , ϕ(n1,n2), χn1

)
dada por:

ϕn1 = 1{ln1<0}
ϕ(n1,n2) = 1{l(n1,n2)<0}
χn1 = 1{∫

l−
(n1,n2)

dµn2−l−n1
+π0c0c(n2)f

(n1)
θ0

+π1c1c(n2)f
(n1)
θ1

<0
}

Demostración.

Comencemos por notar que:

R(ϕ, χ)− (π1 + c(n1)(π0c0 + π1c1)) =

= π0P (θ0) + π1(1− P (θ1)) + π0c0C(θ0;χ) + π1c1C(θ1;χ)− [π1 + c(n1)(π0c0 + π1c1)]

= π0P (θ0)− π1P (θ1) + π0c0C(θ0;χ) + π1c1C(θ1;χ)− c(n1)(π0c0 + π1c1)

= π0Eθ0
[
ϕn1(1− χn1) + ϕ(n1,n2)χn1

]
− π1Eθ1

[
ϕn1(1− χn1) + ϕ(n1,n2)χn1

]
+

+π0c0 (c(n1) + c(n2)Eθ0χn1) + π1c1 (c(n1) + c(n2)Eθ1χn1)− c(n1)(π0c0 + π1c1)

= π0Eθ0 [ϕn1(1− χn1)] + π0Eθ0
[
ϕ(n1,n2)χn1

]
− π1Eθ1 [ϕn1(1− χn1)]− π1Eθ1

[
ϕ(n1,n2)χn1

]
+

+π0c0c(n2)Eθ0χn1 + π1c1c(n2)Eθ1χn1

= π0

∫
ϕn1(1− χn1)f (n1)

θ0
dµn1 + π0

∫ ∫
ϕ(n1,n2)χn1f

(n1,n2)
θ0

dµn2dµn1 − π1

∫
ϕn1(1− χn1)f (n1)

θ1
dµn1

−π1

∫ ∫
ϕ(n1,n2)χn1f

(n1,n2)
θ1

dµn2dµn1 + π0c0c(n2)
∫
χn1f

(n1)
θ0

dµn1 + π1c1c(n2)
∫
χn1f

(n1)
θ1

dµn1

=
∫ [

π0f
(n1)
θ0
− π1f

(n1)
θ1

]
ϕn1(1− χn1)dµn1 +

∫ ∫ [
π0f

(n1,n2)
θ0

− π1f
(n1,n2)
θ1

]
ϕ(n1,n2)χn1dµ

n2dµn1+∫ [
π0c0c(n2)f (n1)

θ0
+ π1c1c(n2)f (n1)

θ1

]
χn1dµ

n1

=
∫
ln1ϕn1(1− χn1)dµn1 +

∫ ∫
l(n1,n2)ϕ(n1,n2)χn1dµ

n2dµn1+∫ [
π0c0c(n2)f (n1)

θ0
+ π1c1c(n2)f (n1)

θ1

]
χn1dµ

n1

Usando el Lema anterior mostraremos ahora que cada uno de los términos anteriores es

acotado.

Tomando ϕ(x) = ϕn1 y g(x) = ln1(1− χn1) asi usando el Lema anterior obtenemos que:

mı́n
{∫

ϕn1 [ln1(1− χn1)] dµn1|0 ≤ ϕn1 ≤ 1
}

=
∫

(ln1(1− χn1)))− dµn1

=
∫
ln11{ln1<0}(1− χn1)dµn1

De esta forma podemos concluir que para cualquier función ϕn1 se tiene que:∫
ln11{ln1<0}(1− χn1)dµn1 ≤

∫
ϕn1 [ln1(1− χn1))]dµn1
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y además el mı́nimo lo alcanza en la función ϕn1 = 1{ln1<0}.
De manera análoga, usando el Lema anterior con g(x) = l(n1,n2)χn1 y ϕ(x) = ϕ(n1,n2) se

sigue que:

mı́n
{∫ ∫

l(n1,n2)ϕ(n1,n2)χn1dµ
n2dµn1 |0 ≤ ϕ(n1,n2) ≤ 1

}
=
∫ ∫

l(n1,n2)χn11{l(n1,n2)<0}dµ
n2dµn1 .

De lo anterior podemos concluir que para toda función ϕ(n1,n2) se tiene que:∫ ∫
l(n1,n2)ϕ(n1,n2)χn1dµ

n2dµn1 ≥
∫ ∫

l(n1,n2)χn11{l(n1,n2)<0}dµ
n2dµn1

donde el mı́nimo se alcanza en la función ϕ(n1,n2) = 1{l(n1,n2)<0}.
De los calculos anteriores se sigue que:

R(ϕ, χ)− (π1 + c(n1)(π0c0 + π1c1)) ≥∫
ln11{ln1<0}(1− χn1)dµn1 +

∫ ∫
l(n1,n2)χn11{l(n1,n2)<0}dµ

n2dµn1+

+
∫ [

π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

]
χn1dµ

n1

=
∫
l−n1

(1− χn1)dµn1 +
∫ ∫

l−(n1,n2)χn1dµ
n2dµn1 +

∫ [
π0c0c(n2)f (n1)

θ0
+ π1c1c(n2)f (n1)

θ1

]
χn1dµ

n1

=
∫ [

l−n1
(1− χn1) +

∫
l−(n1,n2)χn1dµ

n2 +
[
π0c0c(n2)f (n1)

θ0
+ π1c1c(n2)f (n1)

θ1

]
χn1

]
dµn1

=
∫ [

l−n1
− l−n1

χn1 + χn1

∫
l−(n1,n2)dµ

n2 +
[
π0c0c(n2)f (n1)

θ0
+ π1c1c(n2)f (n1)

θ1

]
χn1

]
dµn1

=
∫
l−n1
dµn1 +

∫ [
−l−n1

+
∫
l−(n1,n2)dµ

n2 + π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

]
χn1dµ

n1

Usando nuevamente el lema se sigue que:

mı́n
{∫ [

−l−n1
+
∫
l−(n1,n2)dµ

n2 + π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

]
χn1dµ

n1 |0 ≤ χn1 ≤ 1
}

=

=
∫ (∫

l−(n1,n2)dµ
n2 − l−n1

+ π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

)−
dµn1

por lo que para cualquier función χn1 se sigue que:∫ (∫
l−(n1,n2)dµ

n2 − l−n1
+ π0c0c(n2)f

(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

)−
dµn1 ≤

≤
∫ [
−l−n1

+

∫
l−(n1,n2)dµ

n2 + π0c0c(n2)f
(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

]
χn1dµ

n1

y el mı́nimo lo alcanza en la función χn1 = 1{∫
l−
(n1,n2)

dµn2−l−n1
+π0c0c(n2)f

(n1)
θ0

+π1c1c(n2)f
(n1)
θ1

<0
}.

De todo lo anterior concluimos que:

R(ϕ, χ)− (π1 + c(n1)(π0c0 + π1c1)) ≥
∫
l−n1

dµn1 +

∫ (∫
l−
(n1,n2)

dµn2 − l−n1
+ π0c0c(n2)f

(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

)−
dµn1
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concluyendo que:

π1 + c(n1)(π0c0 + π1c1) +

∫ [
l−n1

+

(∫
l−
(n1,n2)

dµn2 − l−n1
+ π0c0c(n2)f

(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

)−]
dµn1 ≤ R(ϕ, χ)

Es decir, la cantidad

π1 + c(n1)(π0c0 + π1c1) +
∫ [

l−n1
+
(∫

l−(n1,n2)
dµn2 − l−n1

+ π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

)−]
dµn1

es una cota inferior de la R(ϕ, χ); como además este valor se alcanza con la prueba:

ϕn1 = 1{ln1<0}
ϕ(n1,n2) = 1{l(n1,n2)<0}
χn1 = 1{∫

l−
(n1,n2)

dµn2−l−n1
+π0c0c(n2)f

(n1)
θ0

+π1c1c(n2)f
(n1)
θ1

<0
}

entonces esta cota inferior es precisamente el valor mı́nimo, lo cual concluye la prueba. 2.

2.2. Problema condicional para pruebas bietápicas

Un objetivo importante que se pretende alcanzar con el diseño de pruebas de hipótesis

bietápicas, es el de poder minimizar el número de muestras necesarias en la toma de

decisiones. En este sentido definimos el número promedio muestral dado algun valor del

parámetro θ en la forma:

N(θ;χn1) = n1(1− Eθχn1) + (n1 + n2)Eθχn1 .

En esta dirección se busca minimizar a N (θ0;χn1) y a N (θ1;χn1) sujeto a un cierto

nivel de significación de la forma α (ϕ, χ) ≤ α y β (ϕ, χ) ≤ β. La forma de resolver

este problema es usar la técnica de multiplicadores de Lagrange, en el cual la función

Lagrangiana está dada precisamente por la función de Riesgo Bayesiano:

R(ϕ, χ) = c0π0C (θ0;χn1) + c1π1C (θ1;χn1) + λ0π0α (χn1 , χ) + λ1π1β (χn1 , χ) .

El siguiente lema indica que el minimizar a la función Lagrangiana minimiza tambien en

cierto sentido a los costos del experimento además de a los errores del tipo I y II sujetos

a cierto nivel de confianza.
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Lema 2.3. Supongamos que existe una prueba bietápica (ϕ∗, χ∗) con tamaños de la

primera y segunda etapa dados por n∗1 y n∗2 respectivamente, tal que que para cualquier

otra prueba bietápica (ϕ, χ) con tamaños de la primera y segunda etapa dados por n1 y

n2 se cumpla que:

R (ϕ∗, χ∗) ≤ R (χ, ϕ) .

Entonces para cualqier prueba bietápica tal que:

α (ϕ, χ) ≤ α (ϕ∗, χ∗)

y

β (ϕ, χ) ≤ β (ϕ∗, χ∗)

se cumple que:

c0π0N (θ0;ϕ) + c1π1N (θ1;ϕ) ≥ c0π0N (θ0;ϕ∗) + c1π1N (θ1;ϕ∗) .

Demostración.

Bajo las condiciones del teorema se sigue que:

c0π0C(θ0;χ) + c1π1C(θ1;χ) + λ0π0α(ϕ∗, χ∗) + λ1π1β(ϕ∗, χ∗)

≥ c0π0C(θ0;χ) + c1π1C(θ1;χ) + λ0π0α(ϕ, χ) + λ1π1β(ϕ, χ),

= R(ϕ, χ),

≥ R(ϕ∗, χ∗),

= c0π0C(θ0;χ∗) + c1π1C(θ1;χ∗) + λ0π0α(ϕ∗, χ∗) + λ1π1β(ϕ∗, χ∗),

De esto ultimo se sigue que:

c0π0C(θ0;χ) + c1π1C(θ1;χ) ≥ c0π0C(θ0;χ∗) + c1π1C(θ1;χ∗).

Recordemos que:

C(θ;χ) = c(n1)Eθ(1− χn1) + (c(n1) + c(n2))Eθ(χn1),

por lo que tomando el caso part́ıcular en que c(n1) = n1 y c(n2) = n2 se obtiene que

C(θ0;χ) = N(θ0;χ) y C(θ1;χ) = N(θ1;χ), concluyendo finalmente que:

c0π0N(θ0;χ) + c1π1N(θ1;χ) ≥ c0π0N(θ0;χ∗) + c1π1N(θ1;χ∗).
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Lo anterior concluye la prueba. 2

El teorema anterior muestra que el problema de minimización del número promedio mues-

tral N(θ0, χn1) y N(θ1, χn1) sujeto a las restricciones:

α(ϕ, χ) ≤ α

β(ϕ, χ) ≤ β

se reduce a resolver el problema Bayesiano de minimizar al riesgo Bayesiano R(ϕ, χ).

En el caṕıtulo cuatro dejaremos fijos los tamaños de cada etapa, es decir a los parametros

n1 y n2 y usando el Teorema 2.2 construir la prueba óptima. Con esto obtenemos el valor

óptimo de la función Lagrangiana (Riesgo Bayesiano) en términos de n1 y n2 es decir

R(n1, n2). A partir de este punto el problema se vuelve totalmente númerico, pues se

transforma en encontrar el valor mı́nimo de R(n1, n2) tomando como parámetros a n1 y

n2.
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Caṕıtulo 3

Pruebas bietápicas óptimas para un

proceso de Markov

Por lo general, en el diseño de experimentos enfocado a resolver un problema con dos

hipótesis simples, se supone que las observaciones del experimento satisfacen ser inde-

pendientes e identicamente distribuidas, sin embargo, las pruebas óptimas que propone

el Teorema 2.2 no presuponen la condición de independencia, permitiendo estudiar casos

en los que las muestras provengan de procesos con observaciones no independientes.

En este caṕıtulo abordaremos el caso part́ıcular en que las observaciones del experimento

forman una cadena de Markov, mostrando de esta forma una dependencia entre las dis-

tintas observaciones. Comensemos por describir algunos hechos conocidos.

3.1. Pruebas óptimas para procesos de Markov

Un proceso estocastico {Xn}n∈N se dice de Markov, cuando dado un estado presente, los

estados pasados no tienen influencia sobre el futuro. Matemáticamente esto se describe

como:

P (Xn+1 = xn+1|X0 = x0, . . . , Xn = xn) = P (Xn+1 = xn+1|Xn = xn) .

25
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En part́ıcular, a la probabilidad condicional P (Xn+1 = xn+1|Xn = xn) la llamaremos

probabilidad de transición de la cadena. En este trabajo supondremos que las proba-

bilidades de transición son estacionarias y que además dependen de un cierto parámetro

θ, es decir, que la probabilidad para ir de un estado a otro en un paso es independiente

del tiempo, denotando a la probabilidad de transición por:

fθ(x|y) = P (Xn = x|Xn−1 = y).

Para el caso de procesos de Markov, la distribución de probabilidad conjunta puede en-

contrarse facilimente en términos de la función de transición y de la distribución inicial.

Teorema 3.1. Sea {Xn}n∈N un proceso de Markov, fθ la función de probabilidad de la

variable aleatoria X1 y N ∈ N, entonces:

P (X1 = x1, X2 = x2, · · · , Xn = xN) = fθ(x1)fθ(x2|x1) · · · fθ(xN |xN−1).

Demostración.

Se sigue de la definición de probabilidad condicional que:

P (X1 = x1, X2 = x2) = P (X1 = x1)P (X2 = x2|X1 = x1) = fθ(x1)fθ(x2|x1).

Tambien es claro que:

P (X1 = x1, X2 = x2, X3 = x3) = P (X1 = x1, X2 = x2)P (X3 = x3|X1 = x1, X2 = x2)

= P (X1 = x1)P (X2 = x2|X1 = x1)P (X3 = x3|X1 = x1, X2 = x2)

Como {Xn}n∈N es un proceso de Markov, se sigue que:

P (X3 = x3|X1 = x1, X2 = x2) = P (X3 = x3|X2 = x2),

de lo cual se sigue finalmente que:

P (X1 = x1, X2 = x2, X3 = x3) = P (X1 = x1)P (X2 = x2|X1 = x1)P (X3 = x3|X2 = x2) = fθ(x1)fθ(x2|x1)fθ(x3|x2).

Repitiendo el proceso anterior y usando un argumento inductivo se concluye la de-

mostración. 2

Cabe mencionar, que para el caso continuo se puede mostrar que la densidad conjunta

fnθ (x1, · · · , xn) = fθ(x1)fθ(x2|x1) · · · fθ(xn|xn−1).
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Supongamos ahora que estamos diseñando pruebas bietápicas óptimas para un experi-

mento en el cual las muestras se comportan como un proceso de Markov. Recordemos

que el Teorema 2.2 asegura que las pruebas que minimizan el valor del riesgo Bayesiano

R(ϕ, χ) es alcanzado con la prueba dada por:

ϕn1 = 1{ln1<0},

ϕ(n1,n2) = 1{l(n1,n2)<0},

χn1 = 1{∫
l−
(n1,n2)

dµn2−l−n1
+π0c0c(n2)f

(n1)
θ0

+π1c1c(n2)f
(n1)
θ1

<0
},

donde ln1 = π0f
(n1)
θ0
−π1f

(n1)
θ1

y l(n1,n2) = π0f
(n1,n2)
θ0

−π1f
(n1,n2)
θ1

. El siguiente teorema mues-

tra la forma que toman las pruebas óptimas para el caso de un proceso de Markov.

Teorema 3.2. Suponiendo que el proceso {Xn}n∈N es un proceso de Markov, entonces las

pruebas que minimizan el valor del riesgo Bayesiano R(ϕ, χ) esta dado por las pruebas:

ϕn1 =
{
π0

π1
< Z1

}
ϕ(n1,n2) =

{
π0

π1
< Z2

}
χn1 = 1{Eθ0 [(π0−π1Z1Z2)−|X(n1)=x(n1)]−(π0−π1Z1)−+π0c0c(n2)+π1c1c(n2)Z1<0},

en donde:

Z1 =
f

(n1)
θ1

f
(n1)
θ0

,

Z2 =
fθ1 (xn1+1|xn1 )···fθ1 (xn1+n2 |xn1+n2−1)

fθ0 (xn1+1|xn1 )···fθ0 (xn1+n2 |xn1+n2−1)
.

Demostración.

Del Teorema Teorema 3.1 se sigue que:

f
(n1)
θ

(
x(n1)

)
= fθ(x1)

n1∏
i=2

fθ (xi|xi−1),

f
(n1,n2)
θ

(
x(n1+n2)

)
= fθ(x1)

n1+n2∏
i=2

fθ (xi|xi−1)

de lo cual se observa que las condiciones {ln1 < 0} y
{
l(n1,n2) < 0

}
son equivalente a
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π0

π1
< Z1

}
y
{
π0

π1
< Z2

}
, por los que las reglas de desición toman la forma:

ϕn1 = 1{π0
π1
<Z1

},
ϕ(n1,n2) = 1{π0

π1
<Z2

}.
Además la condición de la regla de paro toma la forma:∫ (

π0f
(n1,n2)
θ0

− π1f
(n1,n2)
θ1

)−
dµn2−

(
π0f

(n1)
θ0
− π1f

(n1)
θ1

)−
+π0c0c(n2)f

(n1)
θ0

+π1c1c(n2)f
(n1)
θ1

< 0,

dividiendo por el término no negativo f
(n1)
θ0

obtenemos:∫ (
π0f

(n1,n2)
θ0

− π1f
(n1,n2)
θ1

f
(n1)
θ0

)−
dµn2 − (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1 < 0,

Notando que:

π0f
(n1,n2)
θ0

−π1f
(n1,n2)
θ1

f
(n1)
θ0

=
π0f

(n1,n2)
θ0

f
(n1)
θ0

−
π1f

(n1,n2)
θ1

f
(n1)
θ0

=
π0fθ0 (x1)fθ0 (x2|x1)···fθ0 (xn1+n2 |xn1+n2−1)

fθ0 (x1)fθ0 (x2|x1)···fθ0 (xn1 |xn1−1)
− π1fθ1 (x1)fθ1 (x2|x1)···fθ1 (xn1+n2 |xn1+n2−1)

fθ0 (x1)fθ0 (x2|x1)···fθ0 (xn1 |xn1−1)

= π0fθ0(xn1+1|xn1) · · · fθ0(xn1+n2|xn1+n2−1)− π1Z1fθ1(xn1+1|xn1) · · · fθ1(xn1+n2|xn1+n2−1)

la condición de la regla de paro toma la forma:∫
(π0fθ0(xn1+1|xn1) · · · fθ0(xn1+n2 |xn1+n2−1)− π1Z1fθ1(xn1+1|xn1) · · · fθ1(xn1+n2 |xn1+n2−1))− dµn2

− (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1 < 0,

es decir:∫
(π0 − π1Z1Z2)− fθ0(xn1+1|xn1) · · · fθ0(xn1+n2 |xn1+n2−1)dµn2−(π0 − π1Z1)−+π0c0c(n2)+π1c1c(n2)Z1 < 0,

con lo que finalmente la condición que define a la regla de paro óptima es:

Eθ0
[
(π0 − π1Z1Z2)− |X(n1) = x(n1)

]
− (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1 < 0,

con lo cual la regla de desición es:

χn1 = 1{Eθ0 [(π0−π1Z1Z2)−|X(n1)=x(n1)]−(π0−π1Z1)−+π0c0c(n2)+π1c1c(n2)Z1<0}.

2

El teorema anterior proporciona las pruebas óptimas con n1 y n2 dados para procesos

Markovianos.
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3.2. Procesos Autoregresivos

Comencemos con algunas definiciones basicas. Un proceso Autorregresivo Gaussiano de

orden uno AR(1) esta definido como una sucesión de variables aleatorias Y1, · · · , Yn, . . .
tales que:

Yn+1 = αYn + εn,

con |α| < 1. Se supone además que las variables aleatorias {εn}n∈N son independientes e

identicamente distribuidas con densidad normal, en part́ıcular εn ∼ N (0, σ2) para toda

n ∈ N. En este trabajo supondremos que observamos un proceso de la forma:

Xn = Yn + θ, n = 1, 2, · · ·

con lo cual obtenemos un proceso que satisface la condición:

Xi − θ = α(Xi−1 − θ) + εn.

Notemos que para el caso de independencia, es decir cuando α = 0 se tiene que Xn− θ =

εn ∼ N(0, σ2) para toda n ∈ N, lo cual conduce a un proceso estacionario.

Teorema 3.3. Para el caso en que α 6= 0 si X1 − θ ∼ N(0, σ2
1) y σ2

1 = σ2

1−α2 entonces las

variables aleatorias {Yn = Xn − θ}n∈N forman un proceso estacionario.

Demostración.

Como por hipótesis tenemos que X1 − θ ∼ N(0, σ2
1), entonces la demostración se reduce

a encontrar las condiciones sobre α de forma tal que para todo n ∈ N se cumpla que:

E [Xn − θ] = 0 y V ar [Xn − θ] = σ2.

Con este objetivo notemos que:

E [X2 − θ] = E [α(X1 − θ) + ε2] = αE [X1 − θ] + E [ε2] = 0.

Además se tiene que:

V ar [X2 − θ] = V ar [α(X1 − θ) + ε2] = α2V ar [X1 − θ] + V ar [ε2] = α2σ2
1 + σ2.
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se sigue entonces que para cumplir con la condición V ar [X2 − θ] = V ar [X1 − θ] se debe

tener que α2σ2
1 + σ2 = σ2

1. Finalmente, mediante un argumento inductivo se muestra que

Xn − θ ∼ N(0, σ2
1) para toda n ∈ N si se cumple la condición:

σ2
1 =

σ2

1− α2
.

2

Bajo la condición anterior vemos que las variables {Y1, Y2, · · · , Yn, · · · } forman una suce-

sión estacionaria muy parecida a casos independientes en los cuales α = 0.

3.3. Pruebas Bietápicas óptimas para un proceso Au-

toregresivo Gaussiano

En esta sección diseñaremos pruebas bietápicas óptimas para un parámetro de localización

de un proceso Autorregresivo Gaussiano de orden uno que en lo que sigue lo denotaremos

por AR(1). En part́ıcular supondremos que las muestras se comportan como un proceso

de Markov y que la relación que guardan dos variables aleatorias consecutivas de la mues-

tra forman un proceso AR(1). En part́ıcular estamos interesados en construir pruebas

bietápicas óptimas para las hipótesis simples:

H0 : θ = θ0 = 0 vs H1 : θ = θ1,

siendo α un valor conocido.

Teorema 3.4. Sea {Yn}n∈N un proceso autorregresivo gaussiano con σ2 = 1−α2, entonces

la regla de continuación de la prueba bietápica óptima para la hipótesis simple:

H0 : θ = θ0 = 0 vs H1 : θ = θ1,

siendo α un valor conocido, esta dado por la condición de continuación:

H(x) < G(x),
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donde: x = ln
(
π1

π0
Z1

)
, v2 =

n2θ2
1(1−α)2

σ2 , Φ es la función de densidad de distribución normal

estandar, H(x) = c0c(n2) + c1c(n2)ex y

G(x) =

{
G+(x) = Φ

(
v
2
− x

v

)
− exΦ

(
−v

2
− x

v

)
para x ≥ 0

G−(x) = exΦ
(
v
2

+ x
v

)
− Φ

(
−v

2
+ x

v

)
para x < 0.

Demostración.

Tomando las condiciones del Teorema 3.3, es decir σ2 = 1− α2 se sigue entonces que:

fθ(xi|xi−1) =
1√
2πσ

e−
(xi−θ−α(xi−1−θ))

2

2σ2 ,

de lo se obtiene que:

Z2 =

n1+n2∏
i=n1+1

fθ(xi|xi−1)

f0(xi|xi−1)
= e

 θ(1−α)

σ2

n1+n2∑
i=n1+1

(xi − αxi−1)− n2θ
2(1− α)2

2σ2


.

Pero bajo la hipótesis H0 las variables aleatorias Xi−αXi−1 = εn resultan ser independi-

entes e identicamente distribuidas, de lo cual se sigue que:

n1+n2∑
i=n1+1

(xi − αxi−1) ∼ N(0, n2σ
2),

por lo tanto Z2 = eξ−
v2

2 en donde ξ es independiente de Xn1 , ξ ∼ N
(

0, n2σ
2 θ

2(1−α)2

σ4

)
=

N(0, v2) y v2 = n2θ2(1−α)2

σ2 . Por los resultados de la sección anterior sabemos que la regla

de paro o regla de continuación esta dada por la condición:

Eθ0
[
(π0 − π1Z1Z2)− |X(n1) = x(n1)

]
− (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1 < 0,

por lo que en este caso:

Eθ0
[
(π0 − π1Z1Z2)− |X(n1) = x(n1)

]
=

∫ ∞
−∞

1√
2πv

e−
x2

2v2

(
π0 − π1Z1e

x− v
2

2

)−
dx,

=

∫ ∞
x0

1√
2πv

e−
x2

2v2

(
π0 − π1Z1e

x− v
2

2

)
dx,

= π0√
2πv

∫ ∞
x0

e−
x2

2v2 dx− π1Z1√
2πv

∫ ∞
x0

e−
(x−v2)2

2v2 dx
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en donde x0 es tal que satisface la ecuación π0 − π1Z1e
x0− v

2

2 = 0, es decir, x0 = v2

2
+

ln
(

π0

π1Z1

)
.

Denotando por Φ a la función de distribución normal estandar, es decir:

Φ(z) =

∫ z

−∞

1√
2πσ

e−
t2

2 dt,

se sigue que mediante los cambios de variable t = x
v

y t = x−v2

v
, asi como de las propiedades

de Φ obtenemos:

Eθ0
[
(π0 − π1Z1Z2)− |X(n1) = x(n1)

]
=

π0

(
1− Φ

(
x0

v

))
− π1Z1

(
1− Φ

(
x0−v2

v

))
= π0

(
1− Φ

(
v
2

+ 1
v

ln
(

π0

π1Z1

)))
− π1Z1

(
1− Φ

(
−v

2
+ 1

v
ln
(

π0

π1Z1

)))
= π0Φ

(
−v

2
− 1

v
ln
(

π0

π1Z1

))
− π1Z1Φ

(
v
2
− 1

v
ln
(

π0

π1Z1

))
.

Con los resultados anteriores, la regla de continuación toma la forma:

π0Φ
(
−v

2
− 1
v

ln
(

π0

π1Z1

))
−π1Z1Φ

(
v

2
− 1
v

ln
(

π0

π1Z1

))
−(π0 − π1Z1)−+π0c0c(n2)+π1c1c(n2)Z1 < 0,

la cual queda como una desigualdad en términos de Z1. Para resolverla introducimos el

cambio de variable Z1 = π0

π1
ex, con lo cual obtenemos la condición:

π0Φ
(
−v

2
+
x

v

)
− π0e

xΦ
(v

2
+
x

v

)
− (π0 − π0e

x)− + π0c0c(n2) + π0c1c(n2)ex < 0,

la cual equivale a:

Φ
(
−v

2
+
x

v

)
− exΦ

(v
2

+
x

v

)
− (1− ex)− + c0c(n2) + c1c(n2)ex < 0,

consideraremos dos casos:

Caso en que x ≥ 0. Bajo esta condición se tiene que (1− ex)− = 1− ex, aśı que la

desigualdad es:

Φ
(
−v

2
+
x

v

)
− exΦ

(v
2

+
x

v

)
− (1− ex) + c0c(n2) + c1c(n2)ex < 0,

es decir:

ex
[
1− Φ

(v
2

+
x

v

)]
−
[
1− Φ

(
−v

2
+
x

v

)]
+ c0c(n2) + c1c(n2)ex < 0,
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la cual se convierte finalmente en:

c0c(n2) + c1c(n2)ex < Φ
(v

2
− x

v

)
− exΦ

(
−v

2
− x

v

)
.

Para x ≥ 0 defininimos a la función:

G+(x) = Φ
(
v
2
− x

v

)
− exΦ

(
−v

2
− x

v

)
,

= 1√
2π

∫ v
2
−x
v

−∞
e−

t2

2 dt− ex√
2π

∫ − v
2
−x
v

−∞
e−

t2

2 dt,

y a la función:

H(x) = c0c(n2) + c1c(n2)ex.

con lo cual la condición toma la forma:

H(x) < G+(x).

Caso en que x < 0. En esta situación la desigualdad es:

Φ
(
−v

2
+
x

v

)
− exΦ

(v
2

+
x

v

)
+ c0c(n2) + c1c(n2)ex < 0,

la cual toma la forma:

c0c(n2) + c1c(n2)ex < exΦ
(v

2
+
x

v

)
− Φ

(
−v

2
+
x

v

)
.

Para x < 0 definimos a la función:

G−(x) = exΦ
(
v
2

+ x
v

)
− Φ

(
−v

2
+ x

v

)
,

= ex 1√
2π

∫ v
2

+x
v

−∞
e−

t2

2 dt− 1√
2π

∫ − v
2

+x
v

−∞
e−

t2

2 dt,

con lo cual la condición toma la forma:

H(x) < G−(x).

2
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Teorema 3.5. Considere las cantidades G(0) = Φ(v
2
) − Φ(−v

2
) y H(0) = c0c(n2) +

c1c(n2) entonces la regla de continuación a una segunda etapa esta caracterizada por las

condiciones:

1. Si G(0) < H(0) el experimento termina en la primera etapa.

2. Si G(0) > H(0) entonces existen dos puntos a < 0 y b > 0 de forma tal que el

experimento continúa a una segunda etapa si se cumple que a < ln
(
π1Z1

π0

)
< b,

donde a es la ráız de la ecuación:

Φ
(v

2
− x

v

)
− exΦ

(
−v

2
− x

v

)
= c0c(n2) + c1c(n2)ex, con x > 0

y b es ráız de la ecuación:

exΦ
(v

2
+
x

v

)
− Φ

(
−v

2
+
x

v

)
= c0c(n2) + c1c(n2)ex, con x < 0.

Demostración.

1. Para el caso en que x ≥ 0 notemos que:

G′+(x) = 1√
2π
e−

1
2( v2−

x
v )

2 (−1
v

)
− ex√

2π

∫ − v
2
−x
v

−∞
e−

t2

2 dt− ex
(

1√
2π

)
e−

1
2(− v2−

x
v )

2
(
−1

v

)
= − 1

v
√

2π
e−

v2

8
+x

2
− x2

2v2 − exΦ
(
−v

2
− x

v

)
+ 1

v
√

2π
e−

v2

8
−x

2
− x2

2v2 +x

= −exΦ
(
−v

2
− x

v

)
y además:

H ′(x) = c1c(n2)ex,

de lo cual concluimos que G′+(x) < 0 y H ′(x) > 0 para todo x ∈ [0,∞), es decir,

la función G es estrictamente creciente y H es estrictamente decreciente, por lo que

suponiendo que G+(0) > H(0) conluimos que debe existir un único punto b ∈ (0,∞)

de forma tal que el experimento continua a una segunda etapa si se cumple que

x ∈ [0, b). El teorema se sigue del hecho de que Z1 = π0

π1
ex.
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2. Para el caso que x < 0 notemos que

G′−(x) = ex 1√
2π

∫ v
2

+x
v

−∞
e−

t2

2 dt+ ex
1√
2π
e−

1
2( v2 +x

v )
2
(

1

v

)
−
(

1√
2π

)
e−

1
2(− v2 +x

v )
2
(

1

v

)
= exΦ

(
v
2

+ x
v

)
+ 1

v
√

2π
e−

v2

8
−x

2
− x2

2v2 +x − 1
v
√

2π
e−

v2

8
+x

2
− x2

2v2 +x

= exΦ
(
v
2

+ x
v

)
,

de lo cual se sigue que G′−(x) > 0 y H ′−(x) > 0 para todo x ∈ (−∞, 0), por lo que

las funciones G− y H son estrictamente crecientes, además se cumple que:

ĺım
x→−∞

G−(x) = ĺım
x→−∞

(
exΦ

(v
2

+
x

v

)
− Φ

(
−v

2
+
x

v

))
= 0

ĺım
x→−∞

H(x) = ĺım
x→−∞

(c0c(n2) + c1c(n2)ex) = c0c(n2),

por lo que suponiendo nuevamente que G−(0) > H(0) entonces existe un único

punto a ∈ (−∞, 0) de forma tal que el experimento continua a una segunda etapa

si se cumple que x ∈ (a, 0). El teorema se sigue del hecho de que Z1 = π0

π1
ex.

2

A continuación muestro un código desarrollado en el programa Wolfram Mathematica

diseñado para calcular los valores de los parámetros a y b que definen a la regla de

continuación.

(*Introducimos los parametros iniciales INPUTS*)

c0 = 0.004;

c1 = 0.002;

theta = 1;

alpha = 0.4;

sigma = Sqrt[1 - alpha^2];

nuno = 50;

ndos = 50;

v = Sqrt[ndos*theta^2*(1 - alpha)^2/sigma^2];

(*arrancamos programa*)

(*Comensamos por definir a las funciones H y G*)
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H[x_] = Piecewise[{{CDF[NormalDistribution[0, 1], (v/2) - (x/v)] -

Exp[x]*CDF[NormalDistribution[0, 1], -(v/2) - (x/v)],

x > 0}, {Exp[x]*CDF[NormalDistribution[0, 1], (v/2) + (x/v)] -

CDF[NormalDistribution[0, 1], -(v/2) + (x/v)], x <= 0}}];

G[x_] = c0*ndos + c1*ndos*Exp[x];

H[0]

G[0]

(*Verificamos si se cumplen condiciones para la continuacion, en caso \

afirmativo calculamos el intervalo*)

If[G[0] <= H[0],

a = x /. FindRoot[H[x] - G[x] == 0, {x, -1}];

b = x /. FindRoot[H[x] - G[x] == 0, {x, 5}];

Print["El intervalo para la continuacion es [a,b]=[", a, ",", b,

"]"],

Print["No existe intervalo de continuacion pues H(0)>G(0)"]];

(*Graficamos las funciones*)

Plot[{H[x], G[x]}, {x, -3, 3}]

Algunos resultados usando el código anterior son los siguientes:

Para los valores de c0 =0.004, c1 =0.002, θ =1, α =0.4, n1 =50 y n2 =50 se obtuvo

el intervalo:

[a, b] =[-1.4573,2.01171].

Para los valores de c0 =0.04, c1 =0.02, θ =1, α =0.4, n1 =50 y n2 =50 no se logra

regla de continuación debido a que G(0) > H(0).

Las gráficas de las funciones H y G de los casos anteriores se muestran a continuación.
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Figura 3.1: Gráfica de las funciónes G y H con c0 =0.004, c1 =0.002, θ =1, α =0.4, n1 =50

y n2 =50

Figura 3.2: Gráfica de las funciónes G y H con c0 =0.04, c1 =0.02, θ =1, α =0.4, n1 =50

y n2 =50
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Caṕıtulo 4

Resultados númericos

En esta parte evaluamos la eficiencia de las pruebas bietápicas óptimas, con respeto a

las pruebas con una sola etapa (Pruebas de Neyman-Pearson), contrastando el número

promedio de observaciones para alcanzar los mismos niveles de α y β.

Se desarrollo un programa en Pascal que calcula el riesgo Bayesiano R(ϕ, χ) para todas

las combinaciones de n1 y n2 acotados previamente. El programa contiene como entradas

o datos iniciales a los parametros:

n1, n2, π0, π1, α, θ, c0, c1

además de algunos parametros tecnicos que se comentaran mas adelante.

Como salida del programa se obtiene el valor de n1 y n2 que alcanzan el mı́nimo del riesgo

Bayesiano R(ϕ, χ), asi como el valor numérico de este mı́nimo.

El primer problema tecnico se presenta en encontrar las raices x+ y x− del sistema de

ecuaciones:

Φ
(
v
2
− x

v

)
− exΦ

(
−v

2
− x

v

)
= c0c(n2) + c1c(n2)ex, con x > 0

exΦ
(
v
2

+ x
v

)
− Φ

(
−v

2
+ x

v

)
= c0c(n2) + c1c(n2)ex, con x < 0.

Para encontrar estos valores se desarrollo un programa en Wolfram Mathematica.

Despues de esto, para poder calcular los diferentes valores del riesgo Bayesiano R(ϕ, χ)

se necesita calcular una integral, la cual esta dada por el teorema 2.2, es decir:

π1 + c(n1)(π0c0 + π1c1) +
∫ [

l−n1
+
(∫

l−n1,n2
dµn2 − l−n1

+ π0c0c(n2)f (n1)
θ0

+ π1c1c(n2)f (n1)
θ1

)−]
dµn1 ,

39
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el siguiente teorema muestra la fórmulas necesarias para calcular esta integral y poder

implementarlas en algun programa computacional.

Teorema 4.1. Para un proceso autorregresivo Gausiano, dados n1 y n2 fijos, el mı́nimo

del riesgo Bayesiano esta dado por:

mı́nR(ϕ, χ) = π1 + c(n1)(π0c0 + π1c1) +

∫ ∞
−∞

1√
2πγ

e
− x2

2γ2
[
(π0 − π1x)−

+
[
π0Φ

(
−v

2
− 1

v
ln
(
π0

π1x

))
− π1xΦ

(
v
2
− 1

v
ln
(
π0

π1x

))
− (π0 − π1x)− + π0c0c(n2) + π1c1c(n2)x

]−
dx,

donde el mı́nimo se calcula con n1 y n2 fijos, además γ2 = θ2
[
1 + (1−α)2

σ2 (n1 − 1)
]
.

Demostración
Por el Teorema 2.2 sabemos que el mı́nimo del riesgo Bayesiano R(ϕ, χ) es igual a:

mı́nR(ϕ, χ) = π1 + c(n1)(π0c0 + π1c1) +

∫ [
l−n1

+

(∫
l−n1,n2

dµn2 − l−n1
+ π0c0c(n2)f

(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

)−]
dµn1 ,

donde ln1 = π0f
(n1)
θ0
− π1f

(n1)
θ1

, l(n1,n2) = π0f
(n1,n2)
θ0

− π1f
(n1,n2)
θ1

; además el minimo es al-

canzado con la prueba
(
ϕn1 , ϕ(n1,n2), χn1

)
dada por:

ϕn1 =
{
π0

π1
< Z1

}
ϕ(n1,n2) =

{
π0

π1
< Z2

}
χn1 = 1{Eθ0 [(π0−π1Z1Z2)−|X(n1)=x(n1)]−(π0−π1Z1)−+π0c0c(n2)+π1c1c(n2)Z1<0},

en donde:

Z1 =
f

(n1)
θ1

f
(n1)
θ0

,

Z2 =
fθ1 (xn1+1|xn1 )···fθ1 (xn1+n2 |xn1+n2−1)

fθ0 (xn1+1|xn1 )···fθ0 (xn1+n2 |xn1+n2−1)
.

Notemos entonces que para el caso de un proceso autorregresivo gausiano se tiene que:
mı́nR(ϕ, χ) = π1 + c(n1)(π0c0 + π1c1)+

+
∫ [(

π0f
(n1)
θ0

− π1f
(n1)
θ1

)−
+

(∫ (
π0f

(n1,n2)
θ0

− π1f
(n1,n2)
θ1

)−
dµn2 −

(
π0f

(n1)
θ0

− π1f
(n1)
θ1

)−
+ π0c0c(n2)f

(n1)
θ0

+ π1c1c(n2)f
(n1)
θ1

)−]
dµ(n1)

= π1 + c(n1)(π0c0 + π1c1) +
∫ (π0 − π1Z1)− +

∫
π0f

(n1,n2)
θ0

−π1f
(n1,n2)
θ1

f
(n1)
θ0

− dµn2 − (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1


− f(n1)

θ0
dµ(n1)

= π1 + c(n1)(π0c0 + π1c1) +
∫ [

(π0 − π1Z1)− +
(
Eθ0

[
(π0 − π1Z1Z2)− |X(n1)

]
− (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1

)−]
f
(n1)
θ0

dµ(n1)

= π1 + c(n1)(π0c0 + π1c1) + Eθ0

[
(π0 − π1Z1)− +

(
Eθ0

[
(π0 − π1Z1Z2)− |X(n1)

]
− (π0 − π1Z1)− + π0c0c(n2) + π1c1c(n2)Z1

)−]
Donde en part́ıcular:

Eθ0
[
(π0 − π1Z1Z2)− |X(n1)

]
= π0Φ

(
−v

2
− 1

v
ln

(
π0

π1Z1

))
− π1Z1Φ

(
v

2
− 1

v
ln

(
π0

π1Z1

))
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y v2 = n2θ2(1−α)2

σ2 . Por otra parte, tenemos que:

Z1 =
fθ1(x1, x2, · · · , xn1)

fθ0(x1, x2, · · · , xn1)
=
fθ1(x1)fθ1(x2|x1) · · · fθ1(xn1|xn1−1)

fθ0(x1)fθ0(x2|x1) · · · fθ0(xn1|xn1−1)

Con la condición de estacionariedad se tiene que:

fθ(xi|xi−1) = 1√
2πσ

e−
(xi−θ−α(xi−1−θ))

2

2σ2 ,

fθ(x1) = 1√
2π
e−x

2
1/2,

de lo cual se sigue que:

Z1 = e

θx1+
θ(1−α)

σ2

n1∑
k=2

(xk − αxk−1)− θ2/2− (n1 − 1)θ2(1− α)2

2σ2



Se sigue que bajo la hipótesis nula y del hecho de que V ar [X1] = σ1 = 1, la variable

aleatoria

η = θx1 +
θ(1− α)

σ2

n1∑
k=2

(xk − αxk−1) ∼ N(0, θ2 +
θ2(1− α)2

σ2
(n1 − 1)) = N(0, γ2),

donde γ2 = θ2 + θ2(1−α)2

σ2 (n1 − 1). Se sigue entonces que Z1 = eη−γ
2/2, de lo cual se sigue

que:

mı́nR(ϕ, χ) = π1 + c(n1)(π0c0 + π1c1) +

∫ ∞
−∞

1√
2πγ

e
− x2

2γ2
[
(π0 − π1x)−

+
[
π0Φ

(
−v

2
− 1

v
ln
(
π0

π1x

))
− π1xΦ

(
v
2
− 1

v
ln
(
π0

π1x

))
− (π0 − π1x)− + π0c0c(n2) + π1c1c(n2)x

]−
dx

2

La finalidad del resto de este caṕıtulo es mostrar cómo se pueden utilizar los resultados

teóricos obtenidos arriba, para el diseño de pruebas óptimas en caso concreto de proceso

Gausiano autorregresivo de orden uno.

También evaluamos las caracteŕısticas de pruebas óptimas, construidas para diferentes

valores de parámetros del riesgo Bayesiano (π0, π1,C0,C1), como son las probabilidades

de error tipo uno y tipo dos, número promedio muestral bajo hipótesis nula y alternativa.
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Para evaluar la ventaja que llevan las pruebas bietápicas sobre las pruebas (óptimas) de

una sola etapa (pruebas Neyman-Pearson), también calculamos las caracteŕısticas de éstas

últimas, para contrastar con las pruebas bietápicas.

Aparte, contrastamos las pruebas bietápicas óptimas con la prueba secuencial de razón

de probabilidades (prueba de Wald). Para ello consideramos un caso de proceso autor-

regresivo gausiano no estacionario, más espećıficamente, cuando Y1 y Yn − αYn−1 para

n = 2, 3, . . . (ver Sección 3.2) son identicamente distribuidas.

La base para los cálculos es el Teorema 4.1 que proporciona la estructura de prueba

Bayesiana basada en dos etapas, de duración n1 y n2, respectivamente. Para encontrar la

prueba bietápica óptima, variamos n1 y n2 en Teorema 4.1 de tal manera que el riesgo

Bayesiano R(ϕ, χ) sea mı́nimo, entre todas las pruebas bietápicas. Según el Lema 2.3,

esto nos dará una solución al problema de minimización del número promedio muestral

(de nivel alcanzado por la prueba Bayesiana).

Para los cálculos respectivos (ver la fórmula en el Teorema 4.1) hemos desarrollado un

programa en el lenguaje de programación Pascal, el código fuente del cual se encuentra

en el Apéndice 3, mientras los listados producidos por este programa, se encuentran en

Apéndices 1 y 2. El programa puede ser ejecutado en los sistemas de programación Free

Pascal (ver www.freepascal.org) o Borland Pascal.

Los cálculos respectivos, los realizamos con diferentes parámetros π0, π1 y c0, c1, mismos

que son exhibidos en el lado derecho de cada gráfica. El requerimiento π0 + π1 = 1 lo

estamos omitiendo debido a que π0 y π1 siempre pueden ser normalizados, cambiando los

valores de c0 y c1 de manera respectiva, de tal manera que π0 y π1 sumen 1. Obviamente,

esto no afecta la prueba óptima que resulta de minimizar el riesgo Bayesiano respectivo.

Entonces variamos π0 y π1 dentro del rango de 10 a 200. Siempre usamos c0 = 1, por

la misma razón, porque esto siempre se puede lograr normalizando la función del costo

c(n) (ver la fórmula en el Teorema 4.1). Para los cálculos en el programa estamos usando

c(n) ≡ n, n = 1, 2, . . . , lo que corresponde al caso clásico usado, por ejemplo en [12]. Es

fácil ver que otros casos (por ejemplo, el caso de importancia práctica c(n) = c0 + c1n

(ver [1] o [6]), se puede incorporar fácilmente, modificando el programa - ver funciones u0

y u0nu en las cuales se usa actualmente el valor de la variable t para calcular el costo de
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la etapa de duración t).

Para los fines ilustrativos, la evaluación de caracteŕısticas presentadas en los listados, se

hace para hipótesis H0 : θ = 0 contra H1 : θ = θ1. El valor de θ1 se puede variar en el

programa asignando el valor requerido a la constante theta (ver el listado en Apéndice

3).

Tomando en cuenta que usualmente se supone que las pruebas desarrolladas para dos

hipótesis simples (digamos H0 : θ = θ0 y H1 : θ = θ1) se pueden usar como pruebas

para hipótesis H0 : θ = θ0 contra hipótesis compuesta H1 : θ > θ0, implementamos las

gráficas para representar no solo las probabilidades de error y el promedio del número de

observaciones en puntos θ0 y θ1, sino tambien la función de potencia (la probabilidad de

rechazar H0) y el número promedio muestral para cualquier valor del parámetro θ > 0

(hasta el máximo especificado en la variable thetamax (ver el listado del programa)).

Para construcción de las gráficas usamos, aparte de la prueba óptima bietápica, la prueba

de Neyman-Pearson (basada en una sola etapa) y la prueba de Wald. Para contrastar

todas las pruebas, determinamos los parámetros de éstas de tal manera que sus dos car-

acteŕısticas coincidan con las de la prueba bietápica óptima, más especificamente, que

coincidan la probabilidad de error tipo 1 (el valor de la función de potencia en θ = θ0)

y el número promedio muestral bajo hipótesis nula (θ = θ0). Con estos parametros, con-

struimos las gráficas de todas las funciones de potencia y del número promedio muestral,

para las tres pruebas, en la misma gráfica.

De las gráficas se aprecia que las pruebas bietápicas, en general, son mucho más eficientes

a comparación con las pruebas de una sola etapa: la probabilidad de error tipo 2 de la bi-

etápica es varias veces menor que la de la prueba Neyman-Pearson, con el mismo número

de observaciones y la misma probabilidad de error tipo I (de 3 a 10 veces menor para

valores de α comunmente utilizadas en la práctica (del orden de 1 % a 10 %)). Obvia-

mente, la prueba más eficiente en este caso es la de Wald. Para las gráficas utilizamos las

aproximaciones de Wald (ver [11], sección 3.2), aśı que no son valores exactos, a diferencia

con las caracteŕısticas de otras dos pruebas. Obviamente, se observa que la probabilidad

de error tipo 2 (aproximada) de la prueba de Wald es aún varias veces mayor que la de

la prueba bietápica óptima, bajo las mismas condiciones. Sin embargo también se aprecia
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que ésta puede tener el múmero promedio de observaciones muy elevado (hasta por arriba

del número máximo de observaciones tanto de la prueba Neyman-Pearson, como de la

bietápica), en el caso cuando el valor de θ está dentro del intervalo (θ0, θ1) (aproximada-

mente en medio de éste). Aśı que el comportamiento de las pruebas bietápicas es bastante

competitivo, aún a comparación con el caso de existencia de la prueba óptima.

Cabe resaltar que los ejemplos numéricos que calculamos son solo para un caso especial

proceso de Markov no estacionario (justamente para poder comparar con la prueba de

Wald). En caso general, no hay manera de realizar este tipo de comparación ya que no

existen fórmulas (ni siquiera aproximadas) para las caracteŕısticas de la prueba de Wald,

debido a que las variables X1, Xn − αXn−1, n = 2, 3 . . . , siendo todav́ıa independientes,

ya no son identicamente distribuidas (ver Sección 3.2 de esta tesis).

Mientras el cálculo de parámetros de las pruebas bietápicas óptimas y evaluación de las

caracteŕısticas de éstas es completamente factible utilizando el programa que desarrol-

lamos. Por otro lado, como ya mencionamos, el programa puede usarse para los casos de

los costos de etapas no proporcionales al número de observaciones tomadas en éstas. En

este caso, se sabe muy bien (ver [1] y art́ıculos posteriores de estos autores) que la prueba

de Wald, generalmente hablando, pierde su carácter óptimo. El cálculo de las pruebas

óptimas, con el tamaño variable de las etapas, es un problema muy dif́ıcil, generalmente

hablando (ver [1] y [6], por ejemplo), aśı que las pruebas biétapicas con tamaño de etapas

fijos, representan una sencilla (y práctica) alternativa a las pruebas con tamaño de etapas

variables de [1] y [6].

Se ve una clara posibilidad de aplicar las pruebas bietápicas a los casos más generales que

los procesos autorregresivos gaussianos, y más generales que procesos autorregresivos. La

teoŕıa que presentamos en Sección 3.1 puede ser base para el diseño de pruebas bietápicas

óptimas para procesos de Markov en general.

También es bastante fácil ver que tanto la teoŕıa que como el programa desarrollados

cubren el caso de procesos no estacionarios (por ejemplo, el proceso autorregresivo “ex-

plosivo”, cuando Yn = αYn−1 + εn con |α| > 1, mismo que puede ser de interés práctico,

y últimamente atrae la atención de estad́ısticos).

Es notable que los procesos autorregresivos de orden mayor a 1 (que no son Markovianos,
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generalmente hablando) se pueden tratar de una manera muy parecida a la presenta-

da aqúı, y el programa se puede adaptar fácilmente para el diseño óptimo de pruebas

bietápicas en este caso también.
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Caṕıtulo 5

Conclusiones

En este trabajo se desarrollaron los siguientes temas.

Se estudió la estructura general de las pruebas bietápicas óptimas (Bayesianas) para

procesos estocásticos a tiempo discreto.

Se obtuvo la forma general de las pruebas bietápicas que minimizan el número

promedio muestral dadas restricciones sobre las probabilidades de error tipo uno y

dos.

Se estudió de manera más detallada esta estructura en caso de procesos de Markov

de forma general.

Se obtuvieron las fórmulas para determinación de parámetros de las pruebas bi-

etápicas óptimas en caso espećıfico de proceso autorregresivo gaussiano.

Se desarrolló un programa para computadora para determinación de los parámetros

de las pruebas bietápicas óptimas en el caso de proceso autorregresivo gaussiano.

Se analizó el comportamiento de las pruebas bietápicas óptimas en comparación con

pruebas de una sola etapa (Neyman-Pearson) y con la prueba secuencial de razón

de probabilidades (de Wald).

47
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Se concluyó que las pruebas bietápicas tienen, en general, caracteŕıcas muy superi-

ores a las de pruebas de Neyman-Pearson, y, en ciertos aspectos, pueden competir

con la prueba de Wald.



Caṕıtulo 6

Apéndices

6.1. Apéndice 1

En este apéndice se muestran los resultados numéricos que se obtuvieron con el programa

desarrollados en Pascal, con el valor del parámetro c1 = 0 y c0 = 1.
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6.2. Apéndice 2

En este apéndice se muestran los resultados numéricos que se obtuvieron con el programa

desarrollados en Pascal, con el valor del parámetro c1 = 1 y c0 = 1.
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6.3. Apéndice 3

En este apéndice mostramos el programa desarrollado en Pascal que lleva a cabo las

simulaciones numéricas.

program main;

(*

program calculates the optimal stage durations for 2-stage sequential test

for the gaussian AR(1) process X_n-a=\gamma(X_{n-1}-a)+\epsilon_n,

H_0:a=0 vs. H_1:a=\theta, \epsilon_n standard normal i.i.d.m \gamma known.

it is based on Y_n=X_n-\gamma X_{n-1} that has a gaussian distribution with

unitary variance and mean=0 under H_0 and a(1-\gamma)=theta under H_1.

The criterion of minimization is E_{\theta_0}\tau +cE_{\theta_1}\tau

*)

uses

graph,distr;

const np=20;theta=1;lambda0=20;lambda1=20;eps=0.001;c=1;

type TPart=array[-np..np] of real;

TPartPtr=^TPart;

TValFun=record l:TPart; rho:Tpart; end;

var

w:real; rho0,rho1:TValFun;

i:integer;

function phi(x:real;m,sigma:real):real;

var s,s0:real;

begin
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s:=(x-m)/sigma;

phi:=0.398942280401432677939946059934382*exp(-0.5*s*s)/sigma;

end;

function invnorm(x:real):real;

var s,y,yn:real;

begin

yn:=0;

repeat

y:=yn;

yn:=y+(x-Normale(y,0,1))/(phi(y,0,1));

until (abs(y-yn)<0.000001*abs(yn) ) or (yn=0);

invnorm:=y

end;

function phi1(x:real):real;

var s,s0:real;

begin

phi1:=-0.398942280401432677939946059934382*x*exp(-0.5*x*x);

end;

function pow(x:real;n:real):real;

var s:real;

begin

if n=int(n) then

begin

if x=0 then

s:=0 else

s:=exp(n*ln(abs(x)));

if x<0 then

if int(n/2)=n/2 then pow:=s
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else pow:=-s

else pow:=s;

end

else pow:=exp(n*ln(x));

end;

function lowPart(lA,lz,t,theta:real):real;

var s:real;

begin

if t=0 then

if lA<lz then lowPart:=0 else lowPart:=exp(lz)

else

begin

s:=exp(lz)*Normale((lA-lz)/(theta*sqrt(t))-theta*sqrt(t)/2,0,1);

LowPart:=s

end

end;

function upPart(lB,lz,t,theta:real):real;

var s:real;

begin

if t=0 then

if lB<lz then upPart:=1 else upPart:=0

else

begin

s:=1-Normale((lB-lz)/(theta*sqrt(t))+theta*sqrt(t)/2,0,1);

upPart:=s;

end

end;

function u1(l,t,theta:real):real;
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begin

u1:=t*(1+c*exp(l))+lambda1*lowPart(w,l,t,theta)+lambda0*upPart(w,l,t,theta)

end;

function u1alpha(l,t,theta:real):real;

var s:real;

begin

if t=0 then

if w<l then u1alpha:=1 else u1alpha:=0

else

begin

s:=uPPart(w,l,t,theta);

u1alpha:=s

end

end;

function u1beta(l,t,theta:real):real;

begin

if t=0 then

if w<l then u1beta:=0 else u1beta:=1

else

u1beta:=lowPart(w,l,t,theta);

end;

function u1nu(l,t:real):real;

begin

u1nu:=t*(1+c);

end;

function u0(val:TValFun;l,t,theta:real):real;

var s,d0,d1,den:real;i:integer;

begin

s:=t*(1+c*exp(l))+lambda1*lowPart(val.l[-np],l,t,theta)+

lambda0*upPart(val.l[np],l,t,theta);
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if val.l[-np]<val.l[np] then

for i:=-np to np-1 do

begin

d0:=(val.l[i]-l)/theta+theta*t/2;

d1:=(val.l[i+1]-l)/theta+theta*t/2;

s:=s+(val.rho[i]*exp(-d0*d0/(2*t))+val.rho[i+1]*exp(-d1*d1/(2*t)) )

*(val.l[i+1]-val.l[i])/theta/(2*sqrt(2*pi*t ))

end;

u0:=s;

end;

function u0alpha(val:TValFun;l,t,theta:real):real;

var s,d0,d1,den:real;i:integer;

begin

s:=upPart(val.l[np],l,t,theta);

if val.l[-np]<val.l[np] then

for i:=-np to np-1 do

begin

d0:=(val.l[i]-l)/theta+theta*t/2;

d1:=(val.l[i+1]-l)/theta+theta*t/2;

s:=s+(val.rho[i]*exp(-d0*d0/(2*t))+val.rho[i+1]*exp(-d1*d1/(2*t)) )

*(val.l[i+1]-val.l[i])/theta/(2*sqrt(2*pi*t ))

end;

u0alpha:=s;

end;

function u0beta(val:TValFun;l,t,theta:real):real;

var s,d0,d1,den:real;i:integer;

begin

s:=lowPart(val.l[-np],l,t,theta);
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if val.l[-np]<val.l[np] then

for i:=-np to np-1 do

begin

d0:=(val.l[i]-l)/theta+theta*t/2;

d1:=(val.l[i+1]-l)/theta+theta*t/2;

s:=s+(val.rho[i]*exp(-d0*d0/(2*t))+val.rho[i+1]*exp(-d1*d1/(2*t)) )

*(val.l[i+1]-val.l[i])/theta/(2*sqrt(2*pi*t ))

end;

u0beta:=s;

end;

function u0nu(val:TValFun;l,t,theta:real):real;

var s,d0,d1,den:real;i:integer;

begin

s:=t*(1+c*exp(l));

if val.l[-np]<val.l[np] then

for i:=-np to np-1 do

begin

d0:=(val.l[i]-l)/theta+theta*t/2;

d1:=(val.l[i+1]-l)/theta+theta*t/2;

s:=s+(val.rho[i]*exp(-d0*d0/(2*t))+val.rho[i+1]*exp(-d1*d1/(2*t)) )

*(val.l[i+1]-val.l[i])/theta/(2*sqrt(2*pi*t ))

end;

u0nu:=s;

end;

procedure intcont(t2:real;var rho1:TValFun;theta:real);

var l,l0,l1:real;

begin

l:=w;
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if u1(l,t2,theta)>=lambda0 then

{intervalo de continuacion es nulo}

begin

for i:=-np to np do

begin rho1.l[i]:=w; rho1.rho[i]:=lambda0 end

end

else

begin

(*Inicio del bloque principal. Buscamos interseccion *)

{biseccion por abajo de w

empezamos con intervalo [-\infty,w]}

l1:=w;l0:=0;

repeat

l0:=l0-1

until u1(l0,t2,theta)>lambda1*exp(l0);

repeat

l:=(l0+l1)/2;

if u1(l,t2,theta)<lambda1*exp(l) then

begin

l1:=l

end

else

begin

l0:=l

end;

{ writeln(u1(l,t2),’ ’,lambda1*exp(l))

}

until abs(l1-l0)<eps*abs(l0);

{se tiene determinado el extremo izquierdo del intervalo de continuacion}

rho1.l[-np]:=l;rho1.rho[-np]:=lambda1*exp(rho1.l[-np]);

{biseccion por arriba de w
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empezamos con intervalo [w,\infty]}

l0:=w;l1:=0;

repeat

l1:=l1+1

until u1(l1,t2,theta)>lambda0;

repeat

l:=(l0+l1)/2;

if u1(l,t2,theta)<lambda0 then

begin

l0:=l

end

else

begin

l1:=l

end;

{ writeln(u1(l,t2),’ ’,lambda0)

}

until abs(l1-l0)<eps*abs(l0);

{se tiene determinado el extremo derecho del intervalo de continuacion}

rho1.l[np]:=l;rho1.rho[np]:=lambda0;

for i:=-np+1 to np-1

do begin

rho1.l[i]:=rho1.l[-np]+(i+np)*(rho1.l[np]-rho1.l[-np])/(2*np);

rho1.rho[i]:=u1(rho1.l[i],t2,theta);

{ writeln(exp(rho1.l[i]),’ ’,rho1.rho[i]) }

end;

{se tiene calculado los puntos de particion

del intervalo de continuacion y los valor de la funcion

en los puntos}

{ writeln(exp(rho1.l[np]),’ ’,rho1.rho[np]) }

end;
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end;

function betaWald(alpha,t:real):real;

function wald(alpha,beta:real):real;

begin

wald:=alpha*ln(alpha/(1-beta))+(1-alpha)*ln((1-alpha)/beta);

end;

var s,f,l,l0,l1:real;

begin

if t=0 then begin betaWald:=1-alpha; end

else

begin

s:=1-alpha;

repeat

s:=s/2;f:=wald(alpha,s);

until f>t/2;

l0:=s;l1:=1-alpha;

repeat

l:=(l0+l1)/2;

if wald(alpha,l)>t/2 then

begin

l0:=l

end

else

begin

l1:=l

end;

until abs(l1-l0)<eps*abs(l0);

betaWald:=l0;

end
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end;

function Lag(t2:real;var rho1:TValFun;var t1:real;theta:real):real;

var l,l0,l1,x0,x1,x2,x3,f0,f1,f2,f3,v0,v1:real;

begin

intcont(t2,rho1,theta);

{determinamos los valores de la funcion rho en puntos de

particion del intervalo de continuacion}

{ahora podemos calcular la nueva funcion u0}

begin

t1:=t2/2;

v0:=u0(rho1,0,t1,theta);

repeat

t1:=t1*2;v1:=u0(rho1,0,t1,theta)

until v1>v0;

x3:=t1;f3:=v1;

t1:=t2/2;v0:=u0(rho1,0,t1,theta);

repeat

t1:=t1/2;v1:=u0(rho1,0,t1,theta)

until v1>v0;

x0:=t1;f0:=v1;

{seccion dorada para encontrar minimo}

x1:=x0+0.382*(x3-x0);f1:=u0(rho1,0,x1,theta);

x2:=x0+0.618*(x3-x0);f2:=u0(rho1,0,x2,theta);

repeat

if f1<f2 then

begin
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x3:=x2;f3:=f2;x2:=x1;f2:=f1;

x1:=x0+0.382*(x3-x0); f1:=u0(rho1,0,x1,theta)

end else

begin

x0:=x1;f0:=f1;x1:=x2;f1:=f2;

x2:=x0+0.618*(x3-x0); f2:=u0(rho1,0,x2,theta)

end

until abs(x3-x0)<=eps*abs(x1);

t1:=x0;

Lag:=u0(rho1,0,t1,theta);

end;

end;

function fpotencia(A,B,w,t1,t2,theta:real):real;

var s,tmp,tmp1,y,y1:real;i:integer;

begin

s:=1-Normale((B+t1/2-theta*t1)/sqrt(t1),0,1);

for i:=-np to np-1 do

begin

y:=A+(i+np)*(B-A)/2/np;

y1:=A+(i+1+np)*(B-A)/2/np;

tmp:=y+t1/2-theta*t1;

tmp1:=y1+t1/2-theta*t1;

s:=s+((1-Normale((w-y+t2/2-theta*t2)/sqrt(t2),0,1))

*exp(-tmp*tmp/2/t1)+

(1-Normale((w-y1+t2/2-theta*t2)/sqrt(t2),0,1))

*exp(-tmp1*tmp1/2/t1))/2*(B-A)/2/np/sqrt(2*pi*t1);

end;

fpotencia:=s

end;

function ASNfunc(A,B,w,t1,t2,theta:real):real;

var s,tmp,tmp1,y,y1:real;i:integer;
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begin

s:=t1+t2*

(Normale((B+t1/2-theta*t1)/sqrt(t1),0,1)

-Normale((A+t1/2-theta*t1)/sqrt(t1),0,1));

ASNfunc:=s

end;

var l0,l1,l,t1,t2,v0,v1,x0,x1,x2,x3,f0,f1,f2,f3:real;

grDriver: Integer;

grMode: Integer;

ErrCode: Integer;

MX,MY:integer;

rhoalpha,rhobeta,rhonu:TValFun; alpha,beta,nu:real;

k,j,n1,n2, imin,jmin:integer;tmp,fmin,fminInit,thetac,thetamax:real;

thetapts,fpot,fpot1,fASN,OC,Etau:TPart;

MaxScreenX:real;MaxScreenY:real;

ImgSizeX, ImgSizeY,LeftMargin,TopMargin:integer;

ASN,cuant:real;A,B:real;betaSPRT:real; st,outst:string;

begin

w:=ln(lambda0/lambda1);

t2:=ln(lambda0)+ln(lambda1);

v0:=Lag(t2,rho1,t1,theta);

repeat

t2:=t2*2;v1:=Lag(t2,rho1,t1,theta)

until v1>v0;

x3:=t2;f3:=v1;

t2:=1;v0:=Lag(t2,rho1,t1,theta);

repeat

t2:=t2/2;v1:=Lag(t2,rho1,t1,theta)

until v1>v0;

x0:=t2;f0:=v1;
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{seccion dorada para encontrar minimo}

x1:=x0+0.382*(x3-x0);f1:=Lag(x1,rho1,t1,theta);

x2:=x0+0.618*(x3-x0);f2:=Lag(x2,rho1,t1,theta);

repeat

if f1<f2 then

begin

x3:=x2;f3:=f2;x2:=x1;f2:=f1;

x1:=x0+0.382*(x3-x0); f1:=Lag(x1,rho1,t1,theta)

end else

begin

x0:=x1;f0:=f1;x1:=x2;f1:=f2;

x2:=x0+0.618*(x3-x0); f2:=Lag(x2,rho1,t1,theta)

end

until abs(x3-x0)<=eps*abs(x1);

t2:=x0;

n1:=trunc(t1); n2:=trunc(t2); fmin:=lambda0;

if lambda1>lambda0 then fmin:=lambda1;

fminInit:=fmin;

for i:=n1-1 to n1+2 do

for j:=n2-1 to n2+2 do

begin

if (i>0) and (j>0) then

begin

for k:=-np to np do

begin

rho0.l[k]:=rho1.l[k];

rho0.rho[k]:=u1(rho1.l[k],j,theta);

end;
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tmp:=u0(rho0,0,i,theta);{writeln(tmp,’ ’,i,’ ’,j);}

if tmp<fmin then

begin

fmin:=tmp;

imin:=i; jmin:=j;

end

end

end;

n1:=imin;n2:=jmin;

writeln(’t1=’,t1:8:3,’ t2=’,t2:8:3,’ f=’,u0(rho1,0,t1,theta):8:5);

writeln(’n1=’,n1:8,’ n2=’,n2:8,’ f=’,fmin:8:5);

intcont(n2,rho1,theta);

for i:=-np to np do

begin

rhonu.l[i]:=rho1.l[i];

rhonu.rho[i]:=u1nu(rho1.l[i],jmin);

rhoalpha.l[i]:=rho1.l[i];

rhoalpha.rho[i]:=u1alpha(rho1.l[i],n2,theta);

rhobeta.l[i]:=rho1.l[i];

rhobeta.rho[i]:=u1beta(rho1.l[i],n2,theta);

end;

ASN:=ASNfunc(rho0.l[-np],rho0.l[np],w,n1,n2,0);

alpha:=u0alpha(rhoalpha,0,n1,theta) ;

beta:=u0beta(rhobeta,0,n1,theta) ;

betaSPRT:=betaWald(alpha,ASN);

writeln(’ASN=’,ASN:8:5,’ alpha=’,alpha:8:5,

’ beta=’,beta:8:5);

A:=betaSPRT/(1-alpha); B:=(1-betaSPRT)/alpha;

write(’ingrese theta max (para grafica) ’);

readln(thetamax);cuant:=Invnorm(1-alpha);
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for i:=-np to np do

begin

thetapts[i]:=(i+np)*thetamax/np/2;

fpot[i]:=fpotencia(rho1.l[-np],rho1.l[np],w,n1,n2,thetapts[i]);

fpot1[i]:=1-Normale(cuant-sqrt(round(ASN))*thetapts[i],0,1);

fASN[i]:=ASNfunc(rho1.l[-np],rho1.l[np],w,n1,n2,thetapts[i]);

if thetapts[i]=0.5 then

begin

OC[i]:=ln(B)/(ln(B)-ln(A));

Etau[i]:=-ln(A)*ln(B);

end

else

begin

OC[i]:=(pow(B,1-2*thetapts[i])-1)

/(pow(B,1-2*thetapts[i])-pow(A,1-2*thetapts[i]));

Etau[i]:=(OC[i]*ln(A)+(1-OC[i])*ln(B))/(thetapts[i]-0.5);

end

end;

grDriver := Detect;

InitGraph(grDriver, grMode,’’);

ErrCode := GraphResult;

if ErrCode = grOk then

begin { Do graphics }

MX:=GetMaxX;MY:=GetMaxY;

MaxScreenX:=thetamax;

MaxScreenY:=1;

ImgSizeX:=round(MX*0.5);

ImgSizeY:=round(MY*0.3);

LeftMargin:=round(MX*0.1);

TopMargin:=round(MY*0.1);
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MoveTo(Leftmargin+round(ImgSizeX/2)-100, TopMargin-30);

OutText(’Funcin de potencia’);

MoveTo(LeftMargin,TopMargin+ImgSizeY);

LineTo (LeftMargin+ImgSizeX,TopMargin+ImgSizeY);

Moveto (LeftMargin+round(ImgSizeX/MaxScreenX),

TopMargin+ImgSizeY);

Lineto (LeftMargin+round(ImgSizeX/MaxScreenX),

TopMargin);

MoveTo(LeftMargin+round(ImgSizeX/MaxScreenX),

TopMargin+ImgSizeY+10);

OutText (’1’);

MoveTo(LeftMargin,TopMargin+ImgSizeY);

LineTo(LeftMargin,TopMargin);

MoveTo(LeftMargin-10,TopMargin+ImgSizeY-2);OutText(’0’);

MoveTo(LeftMargin-10,TopMargin-2);OutText(’1’);

for i:=-np to np-1 do

begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round(fpot[i]*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round(fpot[i+1]*ImgSizeY/MaxScreenY));

end;

SetLineStyle(DottedLn, 0, NormWidth);

for i:=-np to np-1 do

begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round(fpot1[i]*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round(fpot1[i+1]*ImgSizeY/MaxScreenY));
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end;

SetLineStyle(DashedLn, 0, NormWidth);

for i:=-np to np-1 do

begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round((1-OC[i])*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

TopMargin+ImgSizeY-round((1-OC[i+1])*ImgSizeY/MaxScreenY));

end;

MoveTo(LeftMargin,TopMargin+ImgSizeY+10);

OutText (’0’);

SetLineStyle(SolidLn, 0, NormWidth);

MaxScreenY:=n1+n2;

MoveTo(Leftmargin+round(ImgSizeX/2)-100,

TopMargin*2+ImgSizeY-30);

OutText(’Nmero promedio de observaciones’);

MoveTo(LeftMargin,TopMargin*2+2*ImgSizeY);

LineTo (LeftMargin+ImgSizeX,TopMargin*2+2*ImgSizeY);

Moveto(LeftMargin,Topmargin*2+2*ImgSizey);

LineTo(LeftMargin,Topmargin*2+ImgSizeY);

MoveTo(LeftMargin,TopMargin*2+ImgSizeY);

LineTo (LeftMargin+ImgSizeX,TopMargin*2+ImgSizeY);

Moveto (LeftMargin+round(ImgSizeX/MaxScreenX),

2*TopMargin+ImgSizeY);

Lineto (LeftMargin+round(ImgSizeX/MaxScreenX),

2*TopMargin+2*ImgSizeY);

MoveTo(LeftMargin,2*TopMargin+2*ImgSizeY+10);

OutText (’0’);

MoveTo(LeftMargin+round(ImgSizeX/MaxScreenX),

2*TopMargin+2*ImgSizeY+10);
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OutText (’1’);

MoveTo(LeftMargin,TopMargin+ImgSizeY);

LineTo(LeftMargin,TopMargin);

MoveTo(LeftMargin-10,TopMargin*2+ImgSizeY*2-2);OutText(’0’);

Str(n1+n2,st);

MoveTo(LeftMargin-20,TopMargin*2+ImgSizeY-2);OutText(st);

MoveTo(LeftMargin,

2*TopMargin+2*ImgSizeY-round(round(ASN)*ImgSizeY/MaxScreenY));

Str(round(ASN),st);

MoveTo(LeftMargin-20,TopMargin*2+2*ImgSizeY

-round(round(ASN)*ImgSizeY/MaxScreenY-2));OutText(st);

for i:=-np to np-1 do

begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(fASN[i]*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(fASN[i+1]*ImgSizeY/MaxScreenY));

end;

SetLineStyle(DottedLn,0, NormWidth);

for i:=-np to np-1 do

begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(round(ASN)*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(round(ASN)*ImgSizeY/MaxScreenY));

end;

SetLineStyle(DashedLn,0, NormWidth);

for i:=-np to np-1 do
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begin

MoveTo(LeftMargin+round(thetapts[i]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(Etau[i]*ImgSizeY/MaxScreenY));

LineTo(LeftMargin+round(thetapts[i+1]*ImgSizeX/MaxscreenX),

2*TopMargin+2*ImgSizeY-round(Etau[i+1]*ImgSizeY/MaxScreenY));

end;

SetLineStyle(SolidLn,0,NormWidth);

Moveto(LeftMargin,3*TopMargin+2*ImgSizeY);

LineTo(LeftMargin+30,3*TopMargin+2*ImgSizeY);

OutText(’ ptima bietpica’);

SetLineStyle(DottedLn,0,NormWidth);

Moveto(LeftMargin,3*TopMargin+2*ImgSizeY+20);

LineTo(LeftMargin+30,3*TopMargin+2*ImgSizeY+20);

OutText(’ Neyman-Pearson’);

SetLineStyle(DashedLn,0,NormWidth);

Moveto(LeftMargin,3*TopMargin+2*ImgSizeY+40);

LineTo(LeftMargin+30,3*TopMargin+2*ImgSizeY+40);

OutText(’ Wald’);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin-20);

OutText(’Prueba bietpica:’);

outst:=’pi0=’;Str(lambda0,st);outst:=concat(outst,st);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin);

outst:=outst+’ pi1=’;Str(lambda1,st);outst:=outst+st;

OutText(outst);

outst:=’c0=1’;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+20);

outst:=outst+’ c1=’;Str(c,st);outst:=outst+st;

OutText(outst);

outst:=’n1=’;Str(n1,st);outst:=outst+st+’ n2=’;

Str(n2,st);outst:=outst+st;
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MoveTo(2*LeftMargin+ImgSizeX,TopMargin+40);OutText(outst);

outst:=’lnA=’;Str(rho1.l[-np]:8:5,st);outst:=outst+st;

outst:=outst+’ lnB=’;Str(rho1.l[np]:8:5,st);outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+60);

OutText(outst);

outst:=’lnC=’; Str(ln(lambda0/lambda1):8:5,st);

outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+80);

OutText(outst);

outst:=’alfa=’;Str(alpha:6:4,st);outst:=outst+st+’ beta=’;

Str(beta:6:4,st);outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+100);OutText(outst);

outst:=’duracion med.(H0)=’;Str(fASN[-np]:8:3,st);

outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+120);OutText(outst);

outst:=’duracion med.(H1)=’;

Str(ASNfunc(rho1.l[-np],rho1.l[np],w,n1,n2,1):8:3,st);

outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+140);OutText(outst);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+180);

OutText(’Prueba Neyman-Pearson:’);

outst:=’n=’;Str(round(ASN),st);outst:=outst+st+’ alfa=’;

str(alpha:6:4,st);outst:=outst+st+’ beta=’;

str(Normale(Invnorm(1-alpha)-sqrt(round(ASN)),0,1):6:4,st);

outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+200);OutText(outst);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+240);

OutText(’Prueba de Wald:’);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+260);

outst:=’lnA=’;str(ln(A):8:5,st);outst:=outst+st+’ lnB=’;
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str(ln(B):8:5,st);outst:=outst+st;

OutText(outst);

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+280);

outst:=’alfa=’;str(alpha:6:5,st);outst:=outst+st+’ beta=’;

str((1/B-1)/(1/B-1/A):8:5,st);outst:=outst+st;

OutText(outst);

outst:=’Duracin med.(H0)=’;str(ASN:6:5,st);outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+300);outText(outst);

outst:=’Duracin med.(H1)=’;

str(2*((1/B-1)/(1/B-1/A)*ln(A)+(1-1/A)/(1/B-1/A)*ln(B)):8:5,st);

outst:=outst+st;

MoveTo(2*LeftMargin+ImgSizeX,TopMargin+320);outText(outst);

readln;

CloseGraph

end

else

Writeln(’Graphics error:’, GraphErrorMsg(ErrCode));

end.
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